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Resumen

Debido al impacto de las técnicas de aprendizaje pro-
fundo, tanto en entornos industriales como académi-
cos, hay una gran demanda de graduados con habilida-
des en este campo de la inteligencia artificial. Es por
esto que las universidades estdin comenzando a ofer-
tar asignaturas que incluyen temas relacionados con el
aprendizaje profundo. En estas asignaturas, las prac-
ticas son fundamentales; sin embargo, la mayoria de
dichas précticas tienen dos inconvenientes. El prime-
ro es el uso de, o bien, “datos de juguete” que sirven
para ensefiar conceptos pero cuyas soluciones no ge-
neralizan a problemas reales; o bien, datos que requie-
ren un conocimiento experto para comprender correc-
tamente su contexto. En segundo lugar, la mayoria de
practicas de aprendizaje profundo se centran en la ta-
rea de entrenar un modelo, y no tienen en cuenta otras
tareas, como son la limpieza de los datos o el desplie-
gue de los modelos. En este trabajo presentamos una
experiencia en una asignatura de inteligencia artificial
donde hemos abordado los problemas anteriores usan-
do datos del gobierno de la comunidad auténoma don-
de se encuentra nuestra universidad. En concreto, los
estudiantes han llevado a cabo diversos proyectos de
visién por computador y procesado de lenguaje natural
usando técnicas de aprendizaje profundo; por ejemplo,
han creado un clasificador de noticias o una aplicacién
para colorear imagenes antiguas. Compartimos aqui el
flujo de trabajo utilizado para organizar la experiencia,
las lecciones aprendidas y los retos que pueden encon-
trarse al intentar llevar a cabo iniciativas similares.

Abstract

Due to the impact of Deep Learning both in industry
and academia, there is a growing demand of gradua-
tes with skills in this field, and Universities are star-
ting to offer courses that include Deep Learning sub-
jects. Hands-on assignments that teach students how to
tackle Deep Learning tasks are an instrumental part of
those courses. However, most Deep Learning assign-
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ments have two main drawbacks. First, they use either
toy datasets that are useful to teach concepts but whose
solutions do not generalise to real problems, or employ
datasets that require specialised knowledge to fully un-
derstand the problem. Secondly, most Deep Learning
assignments are focused on training a model, and do
not take into account other stages of the Deep Lear-
ning pipeline, such as data cleaning or model deploy-
ment. In this work, we present an experience in an Ar-
tificial Intelligence course where we have tackled the
aforementioned drawbacks by using datasets from the
regional council where our University is located. Na-
mely, the students of the course have developed several
computer vision and natural language processing pro-
jects; for instance, a news classifier or an application to
colourise historical images. We share the workflow fo-
llowed to organise this experience, several lessons that
we have learned, and challenges that can be faced by
other instructors that try to conduct a similar initiative.

Palabras clave

Datos regionales, aprendizaje profundo, pricticas, ex-
periencia docente

1. Introduccion

Las técnicas de aprendizaje profundo, en inglés deep
learning, se han convertido en el estdndar para abordar
problemas en distintos contextos como son la visién
por computador [19], el procesado de lenguaje natu-
ral [12], o la bioinformatica [24]. Debido a su éxito,
hay una creciente demanda de expertos en este campo
del aprendizaje automadtico, y gran parte de las univer-
sidades estdn incluyendo temas de aprendizaje profun-
do en asignaturas de grado y madster.

Para el disefio de asignaturas sobre aprendizaje pro-
fundo es conveniente mirar el disefio que han segui-
do asignaturas de campos estrechamente relacionados
como es la ciencia de datos. En dicho campo existen
diversos estudios que enfatizan la importancia de la
enseflanza prictica y basada en aplicaciones [7, 11],
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Figura 1: Flujo de trabajo de un proyecto de aprendizaje profundo supervisado.

y esto puede extrapolarse a las asignaturas de apren-
dizaje profundo. Esto se consigue, en la mayoria de
asignaturas, mediante practicas o proyectos donde los
estudiantes tienen que entrenar modelos de aprendizaje
profundo usando datos obtenidos de plataformas como
Kaggle, Amazon Datasets o Google Dataset Search.
Sin embargo la construccién de un modelo es solo uno
de los pasos necesarios para abordar un proyecto de
aprendizaje profundo (en la figura 1 se resume el flujo
de trabajo de un proyecto de aprendizaje profundo), y
el resto de pasos no son tenidos en cuenta en la mayorfa
de pricticas y proyectos. Por ejemplo, las tareas de ad-
quisicion, limpieza y etiquetado de datos no son lleva-
das a cabo por los estudiantes debido a que los datasets
disponibles en las diversas plataformas se encuentran
ya preprocesados y listos para usar. Otro ejemplo de
tarea que no se lleva a cabo es el despliegue de los mo-
delos ya que estos solo son vistos y evaluados por el
profesorado, y por lo tanto no se usan fuera del con-
texto de la asignatura. Un problema adicional es que
la mayor parte de datasets publicos son, o bien, “‘pro-
blemas de juguete” que tienen un interés limitado para
los estudiantes, o requieren un conocimiento sobre el
campo donde los datos fueron adquiridos para poder
sacarles partido. Estos problemas pueden ser aborda-
dos usando datos locales o regionales.

Muchas ciudades y regiones en todo el mundo estan
invirtiendo una gran cantidad de recursos en publicar
libremente sus datos, en proyectos de ciudades inteli-
gentes [5]. Esto abre la puerta a aplicar distintas técni-
cas para resolver cuestiones de interés para los ciuda-
danos, administraciones, negocios e investigadores. El
uso en clase de datos urbanos o regionales para cons-
truir modelos se aproxima bastante a un proyecto real
ya que los datos deben ser limpiados; y para ser ttil a
la sociedad, los modelos creados deben ser faciles de
usar. Ademds, estos datos tienen la ventaja adicional
de tratar cuestiones familiares para los estudiantes.

En este articulo presentamos una experiencia lleva-
da a cabo en una asignatura de inteligencia artificial
donde los estudiantes han desarrollado, de principio a
fin y usando técnicas de aprendizaje profundo, diver-
sos proyectos de visién por computador y procesado
de lenguaje natural usando datos de la comunidad au-
ténoma donde se encuentra nuestra universidad. Ade-
mads presentamos las herramientas y el flujo de trabajo
empleados para organizar la experiencia. Finalmente,

terminamos presentando los retos a los que nos hemos
enfrentado y las lecciones aprendidas.

2. Trabajo relacionado

En la actualidad existe una demanda creciente tanto
en la industria como en el entorno académico de espe-
cialistas en aprendizaje profundo, asi como de dreas
relacionadas como son el aprendizaje automatico, la
inteligencia artificial y la ciencia de datos [22]. Esto
ha llevado al desarrollo de cursos abiertos en platafor-
mas como Coursera o edX [22], la creacién de grados y
mdsteres, y la incorporacién de temas relacionados con
el aprendizaje profundo al curriculo de diversas asigna-
turas [4].

Un reto que aparece en el disefio de una asignatura
que aborde temas de aprendizaje profundo es la crea-
cién de précticas que no estén basada tnicamente en
ejemplos de juguete. Las tareas basadas en estos ejem-
plos sirven para ilustrar y ensefiar conceptos; sin em-
bargo, las soluciones que se dan para esos ejemplos
normalmente no generalizan a situaciones mas com-
plejas. Por esto es necesario disefiar tareas que mues-
tren como las técnicas aprendidas en los ejemplos de
juguete se pueden extrapolar a problemas reales. Pa-
ra abordar este reto podemos usar ideas empleadas en
asignaturas de ciencia de datos donde existen proyec-
tos para ensefar estadistica [16], visualizacién de da-
tos [9], o bisqueda de informacién [6].

Una cuestion importante a la que nos enfrentamos a
la hora de crear dichas tareas es la bisqueda de bancos
de datos, o datasets, que resulten interesantes. Existen
diversas fuentes y aproximaciones para realizar dicha
biisqueda: plataformas de datasets ptiblicos (por ejem-
plo, Kaggle o Google Dataset Search), crear un da-
taset propio [18], o usar datos abiertos [15, 20]. Las
tres alternativas tienen sus ventajas e inconvenientes.
Los datasets publicos disponibles en plataformas co-
mo Kaggle son interesantes, pero los proyectos crea-
dos con dichos datasets se centran en la tarea de en-
trenar un modelo, y requieren conocimientos previos
sobre el contexto de los datos para poderles sacar su
méximo partido. La segunda alternativa, que consiste
en que los estudiantes creen sus propios datasets, con-
sigue que los estudiantes se involucren en el proyecto
ya que este surge de sus propias ideas. Sin embargo,
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el proceso de generar datos suficientes es una tarea que
requiere bastante tiempo y recursos. En este trabajo ex-
ploramos la dltima alternativa: el uso de datos abiertos.

Los datos abiertos regionales son familiares para los
estudiantes, y pueden servir para mostrar todas las fa-
ses de un proyecto de aprendizaje automatico [20].
Sin embargo puede resultar complejo encontrar los da-
tos suficientes para llevar a cabo proyectos interesan-
tes [15]. Ademads la mayoria de datos abiertos que son
liberados son datos estructurados, y los algoritmos de
aprendizaje profundo no son especialmente tutiles con
este tipo de datos sino que brillan cuando se aplican a
datos no estructurados como iméagenes o texto. En este
articulo, presentamos nuestra experiencia donde abor-
damos los problemas anteriores involucrando a perso-
nal de la comunidad auténoma. En concreto, dicho per-
sonal nos ayudé a definir los problemas a analizar y a
identificar las fuentes de datos a utilizar.

3. Descripcion de la experiencia

Esta iniciativa fue llevada a cabo en el contexto de la
asignatura de Inteligencia Artificial, optativa del grado
en Ingenierfa Informatica y del grado en Matematicas.
En esta asignatura habia cuatro temas: bisqueda en es-
pacio de estados, aprendizaje automdtico, vision por
computador, y procesado del lenguaje natural. En los
dos tdltimos temas se presentan tanto las técnicas tradi-
cionales como las mas modernas basadas en aprendiza-
je profundo. El objetivo de la experiencia fue el desa-
rrollo completo de proyectos de visién por computador
y procesado de lenguaje natural empleando técnicas de
aprendizaje profundo. Cabe destacar que las técnicas
de aprendizaje profundo explicadas en el curso se cen-
traban en los problemas de clasificacion de imdgenes y
texto; sin embargo, los proyectos llevados a cabo por
los estudiantes requerian la aplicacidn de otro tipo de
técnicas de aprendizaje profundo.

En la asignatura estaban matriculados 25 estudian-
tes. Los estudiantes se dividieron en 9 grupos de en-
tre 2 y 4 personas para realizar proyectos sugeridos
por el personal de la Comunidad Auténoma donde se
encuentra nuestra universidad. Un resumen de dichos
proyectos puede verse en el cuadro 1. Los 9 proyectos
se pueden clasificar en 5 tareas: reconocimiento facial
y bisqueda de informacién (1 proyecto), coloreado de
imdgenes (2 proyectos), segmentacion de imagenes (1
proyecto), clasificacién de imagenes (4 proyectos), y
clasificacién de texto (1 proyecto).

3.1. Descripcion de los proyectos

Proporcionamos a continuacién una breve descrip-
cién de los proyectos llevados a cabo y de las técnicas
empleadas por los estudiantes para abordarlos.

Biisqueda de personas en imdgenes. Dada la foto de
una persona, el objetivo de este proyecto era identificar
todas las imdgenes del portal de noticias de la comuni-
dad auténoma donde aparecia dicha persona. Este pro-
yecto requeria la aplicacion de técnicas de deteccion y
reconocimiento facial, como OpenFace [8] o DeepFa-
ce [23], y también métodos del campo de la bisqueda
de imagenes; por ejemplo, VP-trees [2].

Coloreado de imdgenes. En la experiencia ha habido
dos proyectos relacionados con el coloreado de image-
nes antiguas. El primero se centraba en imagenes aé-
reas disponibles gracias a la infraestructura de datos
espaciales de la comunidad auténoma; y el segundo se
centr6 en imdgenes del registro de fotografias de la co-
munidad (una p4gina web gestionada por la comunidad
donde cualquier puede subir imagenes antiguas de la
regién). Estos proyectos se llevaron a cabo utilizando
ideas del proyecto DeOldify'.

Deteccion de casas en imdgenes aéreas. Los inte-
grantes de este proyecto se enfrentaban al problema de
detectar casas en imdgenes aéreas proporcionadas por
la infraestructura de datos espaciales de la comunidad.
Este proyecto se enmarca en la tarea de segmentacion
semdantica donde la arquitectura U-net es ampliamen-
te utilizada para segmentar edificios en imigenes aé-
reas [1].

Clasificador de noticias. El equipo encargado de es-
te proyecto debia crear un clasificador de noticias de la
pagina oficial de la comunidad. Hasta ahora, las noti-
cias se organizaban de forma manual en departamen-
tos, y el objetivo del proyecto era automatizar esta ta-
rea. Para ello los estudiantes utilizaron una aproxima-
cion llamada ULMFit [13].

Clasificacion de imdgenes. En la experiencia hubo 4
proyectos relacionados con la tarea de clasificar ima-
genes. Dos de los proyectos usaron imédgenes del re-
gistro fotografico de la comunidad; uno para clasificar
las imdgenes en un conjunto de categorias fijo (inclu-
yendo categorias como colegio, familia, o militar); y el
otro para datar las imdgenes. Los otros dos proyectos
emplearon imagenes de obras del museo, y se encarga-
ban de clasificar las imagenes dependiendo del tipo de
pieza (escultura, pintura, etc.), y de datar las imagenes
en distintas épocas. Los modelos entrenados para estos
proyectos utilizaron la aproximacion presentada en la
libreria FastAI®.

El flujo de trabajo seguido para llevar a cabo estos
proyectos se resume a continuacion.

3.2. Flujo de trabajo de los proyectos

Como primer paso en esta iniciativa, el profesorado
de la asignatura se reuni6 con el personal de la comu-

"https://github.com/jantic/De0ldify
2https://wuw.fast.ai/
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Nombre proyecto # miembros Tareas Librerias Despliegue
Busqueda de personas en imédgenes 4 Reconocimiento facial Keras Aplicacién escritorio
Coloreado de imdgenes antiguas 3 Coloreado de imagenes FastAl Colab
Coloreado de imdgenes aéreas antiguas 3 Coloreado de imagenes FastAl Colab
Deteccion de casas en imdgenes aéreas 3 Segmentacion de imagenes  FastAl Colab
Clasificador de noticias 3 Clasificacion texto FastAl Colab
Clasificacién de imdgenes antiguas 2 Clasificacién de imédgenes FastAl Colab
Datando imdgenes antiguas 2 Clasificacién de imdgenes FastAl Binder
Datando obras del museo 2 Clasificacion de imédgenes FastAl Web app
Clasificacion de obras del museo 3 Clasificacién de imagenes FastAl Colab

Cuadro 1: Lista de proyectos llevados a cabo en la experiencia

nidad auténoma para identificar un conjunto de tareas,
y sus datasets asociados. Estas reuniones fueron fun-
damentales para encontrar un conjunto de problemas
que fueran abordables en la asignatura. En concreto,
nos centramos en proyectos en los que existieran da-
tos suficientes y que estuvieran parcialmente anotados.
El siguiente paso consistié en proporcionar a los es-
tudiantes un resumen de los distintos proyectos para
que formaran equipos y eligieran un proyecto (los pro-
yectos fueron asignados mediante una estrategia first-
in-first-out). Después de la asignacion, el profesorado
creo una serie de tareas a través de GitHub classroom?
que da acceso a un repositorio privado de GitHub a ca-
da equipo. Cada repositorio solo contenia un fichero
LEEME que explicaba cémo acceder a los datos del
proyecto, y algunas ideas y enlaces donde se explicaba
c6mo abordar el proyecto.

La primera tarea a la que se enfrentaron los estudian-
tes fue el proceso de adquirir, limpiar y anotar sus da-
tos. Todos los datasets estaban disponibles a través de
APIs publicas; sin embargo, la anotacién asociada no
estaba accesible desde el mismo sitio. Por ejemplo, en
los proyectos del museo, existe una base de datos para
cada obra del museo donde se proporciona su nombre
y tipo, y un enlace a una imagen de la obra; sin embar-
go, las imdgenes de las obras estdn disponibles en un
repositorio distinto, por lo que los estudiantes tuvieron
que emparejar ambas fuentes de informacion. Ademads
la mayoria de los datasets se encuentra parcialmente
anotados por lo que los estudiantes tuvieron que hacer
una limpieza previa antes de utilizarlos.

Una vez que estos pasos de pre-procesado fueron
llevados a cabo, los estudiantes debieron entrenar y
evaluar sus modelos usando Python como lenguaje
de programacion, y librerias de aprendizaje profundo
como Keras* o FastAl. Como entorno de desarrollo,
se usaron cuadernos de Jupyter [17], una herramienta
open-source que se ejecuta en cualquier navegador y
que permite combinar bloques de texto y codigo. Es
posible ejecutar los cuadernos de Jupyter de forma lo-

3http://classroom.github.com
“https://keras.io/

cal; sin embargo, a la hora de entrenar modelos de
aprendizaje profundo es necesario el uso de hardwa-
re especifico como GPUs o TPUs, y la mayoria de es-
tudiantes no tienen acceso a dichos recursos. Por ello,
los cuadernos de Jupyter se ejecutaban de forma online
en Google Colaboratory>, un entorno pre-configurado
con las librerias esenciales de aprendizaje automatico y
aprendizaje profundo que da acceso gratuito a GPUs y
TPus a través de una cuenta de Google. Es importante
notar que Google Colaboratory se puede conectar con
los repositorios de GitHub, por lo que los estudiantes
podian guardar facilmente su progreso en el reposito-
rio de su equipo. Todas las herramientas mencionadas
anteriormente habian sido previamente introducidas a
los estudiantes en la asignatura. La dnica funcionali-
dad desconocida para ellos era el acceso de equipos a
un repositorio de GitHub ya que el resto de précticas
del curso eran individuales.

Una vez entrenados los modelos, los estudiantes los
evaluaron usando conjuntos de test independientes a
los usados para entrenar sus modelos. Todos los mode-
los salvo el encargado de colorear imdgenes antiguas
obtuvo una precision superior al 90 % en su tarea co-
rrespondiente (notar que dependiendo del problema se
usaban distintas métricas). Por lo tanto, aunque hay es-
pacio para la mejora, se puede considerar que los mo-
delos fueron exitosos y resolvian la tarea asignada.

Finalmente los estudiantes tenfan que desplegar sus
modelos de manera que fueran faciles de usar. La ma-
yoria de los equipos, 6 de 9, decidieron usar los formu-
larios de Google Colaboratory, uno cre6 una aplicacién
de escritorio, otro una aplicaciéon web, y el tltimo des-
plegé su modelo usando Binder®.

Para poder evaluar los proyectos, los estudiantes tu-
vieron que documentar todo el proceso seguido du-
rante el proyecto en cuadernos de Jupyter que debian
ser almacenados en su repositorio de GitHub. Ademas
los estudiantes tenian que presentar su trabajo en una
exposicion publica, y preparar un video de 2 minutos
donde explicaran de manera no técnica su trabajo.

Shttps://colab.research.google.com/
Shttps://mybinder.org/
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4. Discusion

En esta seccién presentamos las lecciones aprendi-
das durante este experiencia, y comentamos los retos a
los que nos hemos enfrentado.

4.1. Lecciones aprendidas

En primer lugar presentamos las lecciones aprendi-
das. Estas recomendaciones no se basan inicamente en
la opinidn del profesorado, sino que también se ha teni-
do en cuenta el grado de satisfaccion de los estudiantes.
Para obtener la opinién de los estudiantes se llevo a ca-
bo una encuesta anénima y voluntaria desarrollada con
Google Forms. La encuesta consistia de 4 secciones
(valoracion de GitHub, valoracién de los cuadernos de
Jupyter y Colab, valoracién de los proyectos, y comen-
tarios). Las secciones de valoracion consistian de una
lista de preguntas que seguian una escala de 4 puntos
de Likert yendo de 1 (completamente en desacuerdo) a
4 (completamente de acuerdo), y la seccién de comen-
tarios permitia a los estudiantes introducir comentarios
adicionales sobre la experiencia. A la encuesta respon-
dieron 15 de los 25 estudiantes.

Pasamos a describir en primer lugar las lecciones
aprendidas desde un punto de vista organizativo.

Como sugerian trabajos previos [18], es muy bene-
ficioso involucrar a los estudiantes en proyectos que
sean cercanos a su dia a dia, por lo que el uso de da-
tos regionales es perfecto para esto. Esto se puede ver
en las presentaciones de los videos donde, por ejem-
plo, los miembros del equipo encargado de colorear
imagenes aéreas mostraron imdgenes coloreadas de los
pueblos donde viven sus familias; o en el proyecto de
bisqueda de personas, donde los miembros del equi-
po se buscaron a si mismos en el portal de noticias de
la comunidad. En la encuesta andénima, todos los es-
tudiantes afirmaron que habian disfrutado trabajando
con datos reales. De hecho, uno de los estudiantes es-
cribi6 el siguiente comentario “Los trabajos para mi
estdn genial. Te ayudan a aplicar lo que has aprendido
durante el curso a un problema real”.

Una de las mejores decisiones que tomamos fue la
de reunirnos con el personal de la comunidad auté-
noma. Dichas reuniones nos ayudaron a delimitar un
conjunto de problemas que encajara con los temas ex-
plicados en la asignatura, resolviendo asi el problema
de encontrar datos suficientes e interesantes en datos
abiertos [15]. En estas reuniones, el profesorado pudo
explicar al personal de la comunidad lo que los estu-
diantes podian llegar a hacer, y también establecer cier-
tos limites a sus expectativas (todos los proyectos eran
pruebas de concepto que debian ser desarrolladas en
un tiempo limitado, aproximadamente unas 25 horas).
En este primer afio de la experiencia, solo el profeso-
rado se reuni6 con el personal de la comunidad. En los

préximos afios planeamos incorporar a los estudiantes
a dichas reuniones ya que ahora el personal de la co-
munidad sabe qué tipo de proyectos se pueden llevar a
cabo. Sin embargo, es necesario que el profesorado si-
ga involucrado en las reuniones para estimar el tiempo
necesario para abordar los distintos proyectos debido a
que los estudiantes no cuentan con la experiencia ne-
cesaria para realizar esas estimaciones.

Otra de las decisiones que resultd ser acertada fue
incluir un fichero LEEME en los repositorios de los
estudiantes. Inicialmente cada equipo tenia acceso a un
repositorio privado de GitHub que contenia inicamen-
te un fichero LEEME. En dicho fichero, el profesora-
do explicaba cémo acceder a los datos, y proporciona-
ba enlaces e informacién de cémo abordar el proyec-
to. Entre la documentacién que se proporcionaba a los
estudiantes, se incluyeron enlaces a repositorios libres
que inclufan cuadernos de Jupyter abordando proyec-
tos similares. Nuestra primera recomendacion para los
estudiantes fue que ejecutaran dichos cuadernos y que
los usaran como base para sus proyectos. De este mo-
do, los equipos tenfan un punto de partida para saber
cémo organizar sus datasets, y entrenar sus modelos.
Ademis el fichero LEEME contenia enlaces a tareas
de ampliacién, como el uso de arquitecturas novedo-
sas para la clasificaciéon de imdgenes, o la aplicacién
de métodos de ensemble. Estos temas de investigacién
permitian a los equipos profundizar en las técnicas de
aprendizaje profundo.

La dltima leccién aprendida desde el punto de vis-
ta organizativo tiene que ver con los videos realizados
por el estudiantado. Como se ha comentado anterior-
mente se pidi6 a los estudiantes que prepararan videos
cortos y accesibles, desde un punto de vista técnico,
donde explicaran su trabajo. El objetivo era doble. Por
un lado querfamos que los estudiantes hicieran el es-
fuerzo de resumir su trabajo de una manera atrayente.
Por otro lado, dichos videos servian para presentar el
trabajo realizado al personal de la comunidad, y mos-
trar a otros miembros de la comunidad el tipo de tareas
que podian ser resueltas mediante técnicas de apren-
dizaje profundo. Estos videos son importantes de cara
a continuar con la experiencia en préximos afios con
nuevos proyectos.

Pasamos ahora a centrarnos en las lecciones apren-
didas desde un punto de vista técnico. Estas lecciones
pueden aplicarse no solo a proyectos basados en datos
abiertos sino a cualquier proyecto de aprendizaje pro-
fundo.

El entrenamiento de modelos de aprendizaje profun-
do desde cero es una tarea que requiere una cantidad
ingente de datos y recursos computaciones; y, en la
mayoria de los casos, no es posible tener acceso a tal
cantidad de recursos. Este problema puede resolverse
usando una técnica llamada transfer learning [3]. Este
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método reusa un modelo entrenado en una tarea origen
en una nueva tarea destino. Esto reduce considerable-
mente la cantidad de datos y tiempo que son necesarios
para construir un modelo de aprendizaje profundo pre-
ciso. Esta técnica puede ser empleada en practicamente
cualquier proyecto de aprendizaje profundo, por lo que
es importante introducirla a lo largo de la asignatura de
cara a que los estudiantes puedan emplearla en sus pro-
yectos.

La siguiente leccién aprendida tiene que ver con el
almacenamiento del cédigo de los estudiantes. En es-
ta experiencia, todo el cédigo y modelos producidos
en los proyectos se almacenaron en repositorios de
GitHub. En concreto, todos los repositorios pertenecen
a una “organization” gestionada por el profesorado de
la asignatura. De esta manera, los estudiantes solo tie-
nen acceso al repositorio de su equipo, y el profeso-
rado puede acceder a todos los repositorios de los es-
tudiantes. Esta aproximacién no solo simplifica la co-
laboracion entre los miembros de un equipo, sino que
también mejora la comunicacién con el profesorado,
ya que pueden acceder directamente al cédigo de los
estudiantes cuando estos necesitan ayuda. Ademds, el
profesorado puede seguir el progreso de los estudiantes
dado que es posible monitorizar los commits realizados
Y sus autores.

En la encuesta llevada a cabo, el uso de GitHub tu-
vo una valoracién positiva. En concreto, todos los es-
tudiantes estaban satisfechos con el uso de esta herra-
mienta en los proyectos, y pensaban que los reposito-
rios les ayudaron a gestionar mejor su cédigo. Ademads,
la mayoria de los estudiantes (el 93,3 %) consideraban
que GitHub es fécil de usar y que facilita el trabajo en
equipo. Por dltimo, todos los estudiantes opinaban que
esta herramienta deberia ser usada en otras asignaturas.

La siguiente leccién que hemos aprendido tiene que
ver con Google Colaboratory. Este entorno, que pro-
porciona acceso gratuito a GPUs, ha demostrado ser
suficiente para entrenar los modelos de aprendizaje
profundo desarrollados en los proyectos. Un problema
que surge al usar Google Colaboratory es la limitacion
de 12 horas de uso (es decir, tras 12 horas de usar el
entorno, este se reinicia). Esto forzaba a que los estu-
diantes tuvieran que guardar checkpoints intermedios
para evitar perder su trabajo ya que en ocasiones 12
horas no eran suficientes para completar el proceso de
entrenamiento. Seria posible entrenar modelos por mas
tiempo, sin necesidad de los puntos de guardado inter-
medios, usando entornos cloud como Amazon AWS
o la plataforma en la nube de Google Cloud (ambos
ofrecen créditos gratuitos para su uso por parte de es-
tudiantes); sin embargo, la configuracién y gestién de
estos entornos es mas compleja, requieren informacion
financiera (aunque no se realicen cargos), y se encuen-
tran fuera del alcance de los objetivos de este curso.
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También pedimos la opinién de los estudiantes so-
bre este entorno, y todos los estudiantes encuestados
mostraron su satisfaccién con el uso de Google Cola-
boratory. También opinaban que la integracion de esta
herramienta con GitHub era correcta y facil de usar.

Sin embargo, este entorno tiene ciertas problemdti-
cas. El aprendizaje profundo estd en constante evolu-
cién, lo que supone que las librerfas que implementan
técnicas de aprendizaje profundo se actualicen de for-
ma habitual. Esto tiene grandes beneficios (ya que los
errores se solucionan de manera rdpida, y se incluyen
nuevos métodos que van surgiendo), pero también des-
ventajas (en algunos casos, el cédigo que funcionaba
para una version de una libreria deja de funcionar al
actualizarla). Estos problemas pueden resolverse en un
ordenador local mediante el uso de entornos virtuales
donde las versiones de la libreria son fijadas en la ma-
quina virtual; pero, Google Colaboratory actualiza de
forma habitual las versiones de las librerfas incluidas
en su maquina virtual, y esto es un problema por dos
razones. En primer lugar, algunos estudiantes se en-
contraban con que parte de su cédigo dejaba de fun-
cionar de un dia para otro; y, en segundo lugar, el c6-
digo proporcionado en los tutoriales online sugeridos
por el profesorado, y que eran usados como base por
los estudiantes, producian errores al ejecutarse. Para
abordar este problema, se proporcioné a los estudiantes
un fichero de requisitos que permite instalar versiones
concretas de las librerias necesarias en Google Colabo-
ratory por medio del entorno pip’. Esto permite a los
estudiantes trabajar en un entorno donde es seguro que
van a poder reproducir sus resultados.

Otra leccion aprendida tiene que ver con las librerias
de aprendizaje profundo. En la actualidad existen dos
librerfas principales de aprendizaje profundo que son
usadas tanto en el entorno industrial como académi-
co: Tensorflow y Pytorch [10]. Sin embargo, para pro-
yectos como los presentados en nuestra experiencia, es
preferible usar una libreria que proporcione una mane-
ra sencilla de acceder a distintos tipos de modelos, y
que ademds implemente una serie de buenas practicas.
Durante la asignatura, se presentaron dos de esas he-
rramientas a los estudiantes: Keras y FastAl. Para los
proyectos, los equipos podian emplear cualquier libre-
ria, pero es destacable que solo uno de ellos usé una
librerfa distinta a FastAl. Esto se debe principalmente
a que esta libreria proporciona una API amigable y per-
mite entrenar modelos actuales con unas pocas lineas
de cddigo.

La dltima leccién aprendida tiene que ver con cé-
mo gestionaron los datos los equipos. En el entorno de
Google Colaboratory, los datos solo se conservan en
la sesidn, por lo los estudiantes deben cargar los datos
cada vez que se conectan al entorno. Para abordar este

"https://pypi.org/project/pip/
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problema, les pedimos a los estudiantes que crearan un
cuaderno de Jupyter dedicado tnicamente a descargar
y limpiar los datos, y una vez que estos estaban proce-
sados, los estudiantes debian subir los datos a un sis-
tema online de gestion de ficheros (la mayoria de los
equipos usaron OneDrive ya que nuestra universidad
ofrece un plan gratuito para los estudiantes, pero otros
equipos usaron Google Drive o Dropbox). De esta for-
ma, los miembros de cada equipo, y también el profe-
sorado, podia acceder facilmente a una versién limpia
de los datos.

4.2. Retos

Durante esta iniciativa también nos enfrentamos a
una serie de retos que deben ser tenidos en cuenta al
realizar este tipo de experiencias.

Uno de los principales retos de esta iniciativa fue
la carga de trabajo del profesorado tanto en términos
de organizacién como de supervision de los proyec-
tos. Por lo tanto, es necesario que el profesorado tenga
tiempo para organizar los proyectos (es decir, contactar
y reunirse con el personal de la comunidad auténoma,
y preparar material para guiar a los estudiantes) y tam-
bién proporcionar consejo individualizado a cada equi-
po. Ademds, en este tipo de proyectos es dificil prever
las dificultades que los estudiantes se pueden encon-
trar, y esto supone una carga adicional de trabajo en
términos de supervision.

Un reto relacionado con la supervisién de los es-
tudiantes es reproducir los errores que los estudian-
tes se encuentran durante el proceso de entrenamiento.
Una de las grandes ventajas de usar los repositorios de
GitHub y Google Colaboratory es la posibilidad de ac-
ceder de manera sencilla al cédigo de los estudiantes,
y, por lo tanto, el profesorado puede revisar de manera
sencilla los mensajes de error. Sin embargo, en muchas
ocasiones, revisar los mensajes de error no proporcio-
na informacién suficiente para descubrir el problema,
y por lo tanto es necesario ejecutar de nuevo el cddi-
go de los estudiantes. Esto puede ser un reto ya que
en muchos casos es necesario ejecutar una cantidad de
codigo considerable antes de llegar al punto donde los
estudiantes habian encontrado un error; ademas, el es-
tado interno de los cuadernos de Jupyter puede dificul-
tar la tarea de reproducir las condiciones exactas don-
de los estudiantes encontraron el problema [14]. Para
minimizar este reto, nuestra recomendacion a los estu-
diantes fue crear cuadernos especificos para cada uno
de sus experimentos. De este modo, era més sencillo
ayudarles a abordar los problemas que encontraban.

El dltimo reto tiene que ver con que el estudianta-
do tuvo que abordar técnicas fuera del curriculum. De
los 9 proyectos, 4 de ellos requerian que los estudian-
tes aplicaran métodos de aprendizaje profundo que no
habian sido explicados previamente en la asignatura,

y los otros 5 proyectos inclufan tareas adicionales pa-
ra profundizar en las tareas de clasificacién de imagen
y texto. Para abordar esta cuestién, proporcionamos a
los estudiantes material online con ejemplos y explica-
ciones de las técnicas a emplear. Sin embargo, un pro-
blema que encontramos con esta aproximacion fue que
los estudiantes se centraban inicamente en entrenar los
modelos sin entender lo que hacian internamente. Una
solucidn para abordar este problema se basa en el tra-
bajo del equipo encargado de detectar casas a partir
de imdgenes aéreas. Este equipo, ademds de entrenar
un modelo de segmentacién, cre un cuaderno donde
explicaba la arquitectura U-net [21], que es fundamen-
tal para problemas de segmentacién, y proporciond un
ejemplo de juguete para explicar como usarla. En el fu-
turo, planeamos explorar esta aproximacion pidiendo a
los estudiantes que hagan algo similar.

5. Conclusiones

En este trabajo hemos presentado una iniciativa para
aplicar métodos de aprendizaje profundo a la creacién
de proyectos basados en el uso de datos regionales.
En la actualidad, la mayoria de practicas de aprendi-
zaje profundo emplean o bien datos de juguete, o da-
tos que requieren un conocimiento previo para com-
prenderlos correctamente. Ademds dichas précticas se
centran en la tarea de construir modelos, dejando a un
lado otras tareas igualmente importantes para un pro-
yecto de aprendizaje profundo. En nuestra experiencia,
los estudiantes han trabajado con datos que les resultan
familiares, y han estado involucrados en todas las fases
del desarrollo de un proyecto de aprendizaje profundo.

El objetivo de este trabajo era presentar las leccio-
nes aprendidas y los retos que el profesorado se pue-
de encontrar al organizar iniciativas similares que em-
pleen datos abiertos. Entre las lecciones aprendidas ca-
be destacar el beneficio de involucrar a personal de la
comunidad auténoma para elegir un conjunto de pro-
blemas que motiven a los estudiantes. En nuestro caso
la experiencia serd continuada en el futuro con nuevos
proyectos y métodos de aprendizaje profundo.
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