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Resumen

Planteamos el uso de modelos de inteligencia artifi-
cial (IA) para asesorar el proceso evaluador de traba-
jos informáticos complejos, con componentes técnica
y creativa. El objetivo es generar un procedimiento pa-
ra analizar las variables principales que describen la
evaluación realizada, descubrir posibles sesgos y dis-
crepancias y generar rúbricas adecuadas que los eviten.
La metodología propuesta se ha aplicado a una asigna-
tura de introducción a la informática (grados de infor-
mática y matemáticas, primer curso) en que una tarea
consiste en la elaboración de una página web por par-
te de los estudiantes. Dicho trabajo debe cumplir unos
requisitos técnicos (compatibilidad con estándares, nú-
mero de documentos HTML y CSS, etc.) y tiene una
componente creativa (maquetación, aspecto, etc.). Se
han desarrollado modelos de IA optimizados median-
te algoritmos evolutivos para identificar las variables
que intervinieron en la calificación de dichos trabajos
durante cinco cursos. Los resultados obtenidos permi-
ten extraer conclusiones sobre la práctica evaluadora,
posibles mejoras para la objetividad de la evaluación
y la posibilidad de generar rúbricas adecuadas para la
evaluación de este tipo de trabajos. La metodología es
aplicable a otras materias al ser esta tipología técnica-
creativa frecuente en trabajos universitarios.

Abstract

We propose the use of artificial intelligence (AI) mo-
dels to help evaluate complex projects in computer
science courses that involve technical and creative
components. The goal is to provide a methodology to
analyze the main variables that describe the evaluation,
to discover possible biases and discrepancies, and to
generate appropriate rubrics that avoid them. The pro-
posed methodology has been applied to a first-year in-
troductory course on computer science, which is taught
in both computer science and mathematics degrees. In
that course, the students must develop a web page ac-

cording to some technical requirements (compatibility
with standards, number of HTML and CSS files, etc.),
but it also possesses a creative component (layout, ap-
pearance, etc.). Optimized AI models have been de-
veloped using evolutionary algorithms to identify the
most important variables that took part in the evalua-
tion of these projects during five courses. The results
obtained allow us to draw conclusions about the eva-
luation process, possible improvements in the impar-
tiality of the evaluation, and the possibility of gene-
rating suitable rubrics for grading assignments. The
methodology is applicable to projects in other sub-
jects since this technical-creative typology is frequent
in university tasks.

Palabras clave
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1. Introducción

En muchas asignaturas informáticas y técnicas de
los diferentes estudios de grado y máster una parte de
la evaluación se basa en la elaboración por parte de los
estudiantes de proyectos y trabajos. El auge de esta me-
todología de enseñanza y evaluación, en particular del
aprendizaje basado en proyectos (PBL), es debido so-
bre todo a su eficiencia en el desarrollo en los estudian-
tes de habilidades profesionales y competencias trans-
feribles [6]. Sin embargo, el empleo de este tipo de
trabajos y proyectos plantea diversas dificultades que
tienen ciertas particularidades en los cursos fundamen-
tales de informática [12]. Entre las dificultades y retos
encontrados en relación a los métodos basados en tra-
bajos y proyectos están las relacionadas con su evalua-
ción [5, 13], que resulta en ocasiones difícil por tener
los trabajos un doble carácter técnico y creativo y por
resultar compleja la evaluación de competencias trans-
feribles y habilidades adquiridas en el desarrollo del
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proyecto [14]. Otro factor complicado de acometer es
la posible presencia de sesgos, discrepancias e incon-
sistencias en la evaluación, que resultan muy difíciles
de detectar para los propios docentes implicados [24].
La detección de discrepancias, inconsistencias y ses-
gos en la evaluación se lleva a cabo en la literatura
de dos formas: exógena (basada en medidas externas
del desempeño de los estudiantes) y endógena (basada
en las propias calificaciones) habiéndose mostrado más
adecuada la segunda [1]. Por otro lado, se han propues-
to diferentes metodologías para detectar discrepancias
entre profesores en la evaluación de proyectos en ense-
ñanzas de ingeniería e informática [17, 20].

Nuestra contribución consiste en una metodología
basada en aprendizaje automático para identificar dis-
crepancias, inconsistencias y sesgos en la calificación
de un proyecto informático. Estudiamos su aplicación
en la evaluación de un trabajo en el primer semestre del
primer curso de los grados en ingeniería informática y
matemáticas en la Universidad de La Rioja. El proyec-
to consiste en la realización de un sitio web formado
por varias páginas, se realiza por grupos pequeños (de
dos o tres miembros) y se califica por el equipo de pro-
fesores de la asignatura de forma que cada trabajo es
calificado por solo uno de los profesores implicados.
Los estudiantes reciben una lista de requisitos que de-
be cumplir el sitio web relacionados con la calidad del
código HTML y CSS generado, adecuación con los es-
tándares y cantidad de páginas e información requeri-
da. Aquellos trabajos que cumplen los requisitos son
evaluados atendiendo a la calidad de la información en
el sitio web, legibilidad y calidad del código, diseño
y navegabilidad. Utilizamos algoritmos genéticos para
identificar las variables que influyen en la calificación
final de los trabajos. En particular podemos detectar
discrepancias entre profesores observando la variable
profesor, de forma que identificamos trabajos que
son equivalentes respecto a los criterios de corrección
pero difieren en la nota final dependiendo del profesor
que los califica. Observando variables como el géne-
ro, la titulación que cursa cada estudiante u otras po-
demos detectar sesgos en la corrección. La virtud de
los algoritmos genéticos es que nos permiten identifi-
car aquellas variables que sobreviven gracias a su ca-
pacidad interpretativa en los modelos evaluados, lo que
indica una prevalencia significativa.

Tras una primera sección de introducción, en la se-
gunda sección de este trabajo exponemos el contex-
to académico y describimos el proyecto y los criterios
de evaluación. En la tercera sección mostramos la me-
todología seguida. En la cuarta sección presentamos
los algoritmos genéticos y los resultados obtenidos en
el ejemplo de aplicación. Finalmente, exponemos las
conclusiones extraídas y el trabajo futuro sugerido por
ellas así como otros campos de aplicación.

2. Contexto académico y descrip-
ción de la tarea

Sistemas Informáticos es una asignatura común al
grado en ingeniería informática y al grado en matemá-
ticas en la Universidad de La Rioja. Se imparte en el
primer semestre del primer curso como asignatura co-
mún a ambos grados y consta de seis créditos ECTS.
Las horas lectivas se dividen en una hora semanal de
teoría y dos sesiones semanales de laboratorio infor-
mático (de 90 minutos cada una). El trabajo autónomo
de los estudiantes se estima en 90 horas a lo largo del
semestre. Los estudiantes de ambos grados están mez-
clados tanto en las sesiones de teoría como en las se-
siones prácticas. Cada año cursan la asignatura aproxi-
madamente 75 estudiantes (50 del grado en ingeniería
informática y 25 del grado en matemáticas).

La primera parte de la asignatura es una introduc-
ción básica a la arquitectura de ordenadores, protoco-
los de internet, codificación de caracteres, sistemas de
ficheros y administración básica de sistemas operativos
mediante línea de comandos e interfaz gráfica. La se-
gunda parte se centra en los lenguajes HTML5 y CSS3
y consiste en una introducción al diseño de páginas
web. El curso no sigue un libro de texto en particular,
pero los contenidos están cubiertos en [2, 21].

La evaluación de la asignatura se divide en tres par-
tes. Un 60 % de la nota final depende de una prueba
escrita, un 20 % de los informes de prácticas del labo-
ratorio informático y un 20 % de un proyecto realizado
en grupos consistente en la realización de un sitio web
relacionado con los contenidos de la asignatura.

Para realizar el proyecto los estudiantes son dividi-
dos en grupos de dos o tres personas sin tener en cuenta
el grado que están estudiando. Se asigna un tema a ca-
da grupo y los estudiantes deben colaborar para crear
un sitio web que tenga exactamente el mismo conte-
nido para todos los miembros del grupo (los ficheros
HTML han de ser iguales) pero cada estudiante debe
aplicar a su sitio web un diseño diferente (diferentes
ficheros CSS). Así, cada grupo presenta un proyecto
por cada estudiante, que recibirá una calificación in-
dividual. Los estudiantes disponen de treinta días pa-
ra finalizar sus proyectos. El proyecto entregado debe
satisfacer una serie de requisitos, de los que los más
importantes son los siguientes:

1. Se deberá respetar la diferenciación entre conte-
nido y aspecto, es decir, los ficheros HTML úni-
camente deberán centrarse en el contenido y su
estructura y no deberán incluir ningún elemento
sobre el aspecto o presentación de la información.

2. Debe haber al menos ocho ficheros HTML.
3. Debe haber al menos dos ficheros CSS.
4. Todos los ficheros HTML deberán verse afectados

por alguna hoja de estilo y, al menos dos, deberán
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verse afectados por al menos dos hojas de estilo.
5. Todos los ficheros HTML deberán pasar la vali-

dación de HTML5 según las especificaciones del
World Wide Web Consortium (W3C) para HTML
versión 5.

6. Los ficheros CSS deben ser validados por el vali-
dador CSS versión 3 del W3C.

7. Todas las páginas HTML deben incluir el atributo
charset.

8. Las páginas web deben ser subidas al servidor que
la universidad proporciona para los estudiantes de
ingeniería informática y matemáticas.

9. Toda la web debe funcionar correctamente si es
migrada a otro servidor. Para ello todos los enla-
ces internos deberán ser enlaces relativos (inclui-
das las imágenes).

10. Todas las páginas HTML deben incluir los iconos
de validación HTML y CSS, que deben ser en-
lazados por rutas relativas y sin usar atributos de
estilo en las etiquetas HTML correspondientes.

11. El charset declarado en cada fichero HTML
debe coincidir con el usado al codificar y alma-
cenar el fichero.

12. El sitio web debe tener un sistema de navegación
que permita moverse de forma razonable por las
diferentes páginas del sitio. Cada fichero HTML
debe tener un menú que permita volver al primer
nivel de páginas de la web.

13. No pueden usarse elementos table o frame
para maquetar las páginas del sitio.

14. El trabajo debe ser implementado sin usar herra-
mientas automáticas de desarrollo web.

15. Las páginas deben verse correctamente en los na-
vegadores más habituales (Firefox, Chrome, Mi-
crosoft Edge).

Estos requisitos están diseñados para que los estu-
diantes no solo desarrollen código HTML y CSS co-
rrecto, sino también de acuerdo a los estándares [8, 10]
y siguiendo los principios de diseño de HTML5: com-
patibilidad, utilidad, interoperabilidad y acceso univer-
sal [22]. Se añaden también algunas tareas opcionales
que pueden suponer un aumento de la nota. Por ejem-
plo, se valora positivamente que se faciliten versiones
del sitio web en distintos idiomas, que se haga un dise-
ño adaptativo (responsive design) o que se cumplan las
directrices de accesibilidad WCAG en alguno de sus
niveles [3].

A lo largo de la asignatura se pone especial énfasis
es la importancia de la validación de los documentos
HTML y CSS y de la adhesión a los estándares. Por un
lado, esto facilita desarrollos futuros y actualizaciones
del trabajo, evita posibles problemas y contribuye a la
adquisición de buenos hábitos, lo que resulta crucial en
los primeros cursos de informática [7, 11]; siendo estas
algunas de las habilidades transferibles y competencias

de desarrollo profesional propias de la asignatura que
se pretenden mejorar con el proyecto. Por otro lado, la
validación es un método eficaz para comprobar errores
en HTML y CSS, facilitando el aprendizaje de estos
lenguajes [18, 19]. Pese a estas ventajas muchos es-
tudiantes no validan su código en los cursos de intro-
ducción al desarrollo web [19], por lo que se decidió
imponerlo como un requisito.

3. Metodología

La evaluación del trabajo tiene aspectos técnicos que
son fácilmente cuantificables, como comprobar si se
cumplen los requisitos mínimos exigidos, el número
de etiquetas HTML y propiedades CSS diferentes que
se utilizan, el número de idiomas o si la página web
es o no responsive. Por el contrario, la parte creativa
no es tan fácil de evaluar por ser más subjetiva, como
por ejemplo el aspecto general, las funcionalidades, el
contenido, etc. Debido a que la asignatura de Sistemas
Informáticos pertenece al primer curso de dos titula-
ciones y que además tiene muchos grupos de prácticas,
a lo largo de los años ha habido un número variable
de profesores que han impartido docencia y han tenido
que calificar trabajos. De hecho, es habitual que cada
curso haya nuevos docentes que no han impartido an-
tes la asignatura. Esto hace que sospechemos de que no
haya una uniformidad en la manera de corregir, sobre
todo al evaluar la parte creativa. Por tanto, el objetivo
de este estudio es intentar detectar posibles discrepan-
cias e inconsistencias entre la corrección de los dis-
tintos profesores. Un segundo objetivo es detectar qué
variables tienen más influencia en la calificación, y lo
haremos mediante algoritmos genéticos: las variables
que más persisten en la carrera evolutiva de los mo-
delos son aquellas que más contribuyen a explicar la
nota. Esto nos permitiría generar una rúbrica adecua-
da que se ajuste mejor a los objetivos de la evaluación
de los trabajos. Observando variables como el género,
la titulación que cursa cada estudiante u otras también
podemos detectar sesgos en la corrección.

Lo primero que hicimos fue un análisis para intentar
determinar qué variables podían influir en la califica-
ción final del trabajo. Consideramos un total de 33, que
fueron separadas en varios grupos:

• 23 variables acerca de la parte técnica y los re-
quisitos mínimos, como el número de ficheros
HTML, de ficheros CSS, su tamaño, el número de
etiquetas distintas HTML y CSS utilizadas, etc.

• 6 variables categóricas acerca de la parte creativa:
aspecto general, funcionalidad, contenido, posi-
cionamiento, contrastes y legibilidad del código.

• 4 variables acerca del contexto del estudiante: ti-
tulación, género del estudiante, profesor que co-
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rrigió y número de miembros de su grupo.

Esta separación en grupos nos permite descubrir ses-
gos y discrepancias, siendo una metodología más sen-
cilla que otros métodos que se han propuesto [17].

Una vez determinadas las variables, procedimos a
extraer datos de las entregas de trabajos realizadas en
los cursos 15-16, 16-17, 17-18, 18-19 y 19-20. En to-
tal, hicimos el estudio con 325 estudiantes. Para ex-
traer la información de las 23 variables de la parte
técnica, obtuvimos los datos automáticamente median-
te una herramienta de desarrollo propio implementada
para analizar todos los trabajos [9]. De manera simi-
lar, las variables del contexto pudieron obtenerse tam-
bién automáticamente a partir de nuestros listados de
estudiantes y notas. Sin embargo, la parte creativa no
permite una automatización y sus variables son más
difíciles de medir. A la hora de recabar dichos datos,
intentamos evitar introducir discrepancias de diferen-
tes profesores, de forma que un único profesor de la
asignatura analizó manualmente todos los trabajos. De
esta manera, en esta fase de recogida de datos para ali-
mentar los modelos, todos los trabajos se analizaron en
igualdad de condiciones. Para poder abordar de forma
homogénea la utilización de diversos métodos estadís-
ticos y de aprendizaje automático, se realizaron diver-
sas transformaciones básicas como la normalización de
las variables numéricas con Z-Score y la binarización
de las variables categóricas. Previamente, fue necesa-
rio eliminar casos anómalos y reemplazar valores au-
sentes. La base de datos quedó finalmente formada por
322 instancias (se eliminaron 3 entregas que estaban
incompletas) y 38 características de entrada más la va-
riable de salida a estimar, Calificación.

La siguiente fase del análisis se centró en la creación
de modelos de regresión que pudieran condensar el co-
nocimiento intrínseco existente de las variables cuan-
titativas, que caracterizaban los aspectos técnicos del
trabajo, así como de aquellas variables cualitativas que
pudieran ayudar a detectar ausencia o presencia de dis-
crepancias debidas a criterios de evaluación de cada
profesor o, incluso, posibles sesgos que pudieran exis-
tir relacionados con las características propias de ca-
da estudiante o grupo de estudiantes evaluados (géne-
ro, titulación que cursan, etc.). El problema se abordó
mediante dos métodos: uno clásico basado en modelos
lineales Ridge con selección de variables hacia atrás
y otro basado en optimización evolutiva que, median-
te algoritmos genéticos (AG), realiza conjuntamente el
ajuste de los modelos de aprendizaje automático (ML
por sus siglas en ingles) y la selección de las variables
más importantes. Todos los experimentos se desarro-
llaron en los lenguajes R y Python.

4. Modelos, análisis y resultados

4.1. Selección inicial de modelos
Inicialmente se seleccionaron los algoritmos de ML

que pudieran ser más adecuados para un problema de
regresión de este tipo. En este caso, las técnicas usa-
das fueron: regresión Ridge (RIDGE), máquinas vec-
tores soporte para regresión (SVR), redes neuronales
artificiales (ANN), métodos basados en vecinos más
próximos (KNN), árboles de decisión (DT) y Extreme
Gradient Boosting Machines (XGB). Los modelos fue-
ron entrenados y ajustados mediante búsqueda en reji-
lla usando la librería scikit-learn de Python.
Para homogeneizar el proceso de ajuste y validación
de los diversos modelos de regresión, se seleccionó co-
mo métrica la raíz cuadrada del error cuadrático medio
(RMSE por sus siglas en inglés). El motivo de elegir
esta métrica es intentar evitar casos extremos donde la
predicción falle en demasía, es decir, usando RMSE
se penalizan, en mayor medida, las estimaciones más
alejadas del valor real que si usásemos otras métricas
como el error medio absoluto (MAE). La relación entre
RSME y MAE también es importante, pues si se obser-
va que la proporción del RMSE es mucho mayor que
el MAE, nos estará indicando que el modelo de regre-
sión tiene un elevado número de errores mucho mayo-
res que la media de los mismos. Debido al reducido ta-
maño de la base de datos, se diseñó una validación cru-
zada de 16 pliegues repetida 25 veces que aseguraba la
robustez en las estimaciones. En el Cuadro 1 se mues-
tran los parámetros de los mejores modelos obtenidos
así como el error medio absoluto (MAE), el RMSE, la
desviación estándar de los errores (SD), el coeficien-
te de determinación (R2) y el intervalo de confianza
del error de las estimaciones al 95 %. De entre estas
técnicas, se seleccionaron los modelos RIDGE, por su
simplicidad e interpretabilidad, y las SVR. Aunque la
ANN demostró ser el método que obtuvo los menores
MAE y RMSE, se eligió SVR por su facilidad a la ho-
ra de entrenar y su capacidad para alcanzar un mínimo
global en el proceso de ajuste.

4.2. Análisis con GA-PARSIMONY

La búsqueda de modelos parsimoniosos (modelos de
baja complejidad), es uno de los retos actuales en el
campo del aprendizaje automático. Siguiendo el prin-
cipio de parsimonia, también denominado “la regla
de la navaja de Ockham”; en igualdad de condicio-
nes, la explicación más sencilla suele ser la más pro-
bable. Aplicado al mundo del aprendizaje automático,
entre modelos con similar precisión se recomienda ele-
gir aquellos que tengan menor complejidad pues sue-
len ser mejores generalizadores del problema; además
de que son más fáciles de comprender y más robustos
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Modelo MAE RMSE SD R2 CI95 %
RIDGE (alpha=1.0e+02) 0,106 0,138 0,138 0,542 [-0,244, 0,328]
KNN (n_neighbors=2.0) 0,103 0,149 0,149 0,464 [-0,370, 0,280]
ANN (num_neuronas=6, alpha=0.000010) 0,082 0,115 0,115 0,683 [-0,248, 0,204]
DTreeRegressor (mae,random,max_depth=22) 0.094 0,132 0,132 0,582 [-0,306, 0.270]
SVR (C=1.0, epsilon=0.003, gamma=0.025119) 0,088 0,123 0,122 0,638 [-0,292, 0,252]
XGB (mdep=7,nroun=150,subsam=0.95,colsam=0.70) 0,091 0,124 0,124 0,629 [-0,261, 0,266]

Cuadro 1: Resultados obtenidos por los distintos modelos (junto con sus hiperparámetros optimizados mediante
algoritmos genéticos) en Python.

frente a perturbaciones en sus entradas. Los mecanis-
mos utilizados dentro de los algoritmos de ML, como
la regularización o la selección de características, están
enfocados en este sentido.

En este estudio, el entrenamiento y selección de los
mejores modelos de ML se realizó con la metodología
GA-PARSIMONY [25]. Esta metodología realiza una
búsqueda de modelos de baja complejidad mediante
algoritmos genéticos. El objetivo final es obtener mo-
delos de alta precisión y baja complejidad a través del
uso de selección de características, ajuste de los pará-
metros de entrenamiento del algoritmo y selección ba-
sada en parsimonia. Esto último es lo que diferencia a
GA-PARSIMONY de otros métodos parecidos, pues la
selección de los mejores individuos o soluciones de ca-
da generación se realiza siguiendo un principio de bús-
queda de parsimonia que consiste de dos pasos conse-
cutivos: una preselección de los modelos más precisos
y, de entre aquellos con similar coste, una promoción
a puestos superiores de los que tengan menor comple-
jidad. Todos los experimentos fueron implementados
con el paquete GAparsimony [15] desarrollado en
lenguaje R. Para realizar la optimización de AG con
GAparsimony es necesario definir los cromosomas
de cada individuo que va a ser entrenado con el algo-
ritmo de ML correspondiente. El cromosoma viene de-
finido por una combinación de los valores que se asig-
narán a los parámetros de entrenamiento del algoritmo
y un vector que indicará cuáles son los atributos de en-
trada seleccionados para ese individuo. En particular,
cada individuo i de cada generación g se define con un
cromosoma λig formado por la concatenación de dos
vectores P y Q, donde P corresponde con los paráme-
tros de entrenamiento del algoritmo, y Q representa un
vector de probabilidades usado en la selección de las
características de modo que la variable j será incluida
en el modelo si qj ≥ 0,5. Como función de ajuste J ,
se utilizó el RMSE de validación cruzada, RMSEval.
Por último, la complejidad del modelo quedó definida
como el número de atributos seleccionados NFS . Esta
medida de complejidad ha mostrado ser muy eficaz en
experiencias pasadas [16]. El proceso de optimización
con AG se definió con una población de 40 individuos
evaluados en 40 iteraciones pero con un criterio de pa-

rada si el error RMSEval no mejoraba en 20 genera-
ciones seguidas. El proceso de selección utilizó el 20%
de los mejores individuos (elitistas). Con respecto a la
elección de dichos parámetros, tanto el criterio de pa-
rada como el número de iteraciones se obtuvieron tras
un proceso de ajuste mediante prueba y error. El resto
de parámetros se eligieron de otras experiencias pre-
vias con bases de datos de similar tamaño y número de
variables [16]. Posteriormente a la selección de los me-
jores individuos de cada generación, GAparsimony
realizó los procesos clásicos de cruce de los cromoso-
mas de los mejores individuos para crear la siguiente
generación de individuos; así como la mutación de los
cromosomas para poder crear más diversidad de solu-
ciones en generaciones posteriores.

4.3. Resultados
Mediante el proceso de optimización con

GAParsimony, se obtuvieron los mejores modelos
RIDGE y SVR, con 15 y 18 variables respectivamente.
Concretamente, el mejor modelo RIDGE obtuvo
un MAE de 0,11 y RMSE 0,14; mientras que el
mejor modelo SVR consiguió un MAE de 0,103 y
RSME 0,137. A la vista de los datos mostrados en el
Cuadro 2, podemos observar los siguientes resultados:

• Las variables Genero y Titulacion no son
seleccionadas para ninguno de los dos modelos,
lo que nos lleva a concluir que no se producen
sesgos en las calificaciones de los trabajos en base
a estas dos características.

• Las variables correspondientes a tres de los
profesores (Profesor4, Profesor5,
Profesor6) no han sido seleccionadas,
luego entre estos profesores no se producen
discrepancias. Sin embargo, dos de los profesores
(Profesor1 y Profesor3) sí que aparecen
como características seleccionadas para ambos
modelos, un hecho que nos ha permitido detec-
tar posibles discrepancias en las correcciones.
Dichas discrepancias en la corrección han sido
confirmadas por medio de test estadísticos que
muestran diferencias significativas (p < 0, 05).

• Las variables que más influyen en la calificación
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RIDGE SVR
Ul (100) AspectoGeneral (99,69)
EtiquetasHTML (100) Profesor1 (99,06)
Profesor1 (100) FicherosImagenes (98,75)
AspectoGeneral (100) Responsive (98,13)
Contrastes (99,69) Profesor3 (97,81)
Profesor3 (99,06) noCumplenAccesibilidad (96,88)
Posicionamiento (99,06) Contrastes (96,88)
EtiquetaIMG (98,75) TotalBytesCSS (95,31)
LegibilidadCodigo (98,75) NumJavaScript (94,69)
HTMLAnalizados (98,44) Contenido (94,69)
PosiblesProblemasAcc (96,25) Idiomas (94,06)
NumJavaScript (96,25) Ul (90,94)
EtiquetasCSS (92,5) Funcionalidad (87,19)
Contenido (90,63) ModificadoresCSS (85,63)
Tablas (80,94) ErroresPotencialesAcc (76,56)
MiembrosGrupo (46,56) EtiquetasHTML (71,56)
Form (38,75) Profesor6 (56,25)
Genero (27,82) Profesor2 (55,31)
Ol (25,63) ErroresAccesibilidad (47,19)
Profesor2 (23,8) CSSAnalizados (40,31)
Videos (23,44) Tablas (40,31)
Profesor6 (22,5) LegibilidadCodigo (34,38)
ErroresPotencialesAcc (20,31) UsosValidador (28,75)
HTMLcon2CSS (15) TotalBytesHTML (22,19)
TotalBytesCSS (14,38) Profesor5 (19,06)
Funcionalidad (13,12) HTMLcon2CSS (17,5)
Titulacion (12,81) EtiquetasCSS (16,56)
ErroresAccesibilidad (10) PosiblesProblemasAcc (14,69)
TotalBytesHTML (7,81) HTMLAnalizados (14,38)
Responsive (7,5) Videos (14,38)
UsosValidador (7,5) MiembrosGrupo (13,44)
Idiomas (7,19) Genero (13,12)
noCumplenAccesibilidad (6,88) Form (12,81)
Profesor4 (6,88) Ol (9,69)
Profesor5 (6,88) Profesor4 (9,69)
CSSAnalizados (6,25) Titulacion (8,75)
ModificadoresCSS (3,75) EtiquetaIMG (8,44)
FicherosImagenes (2,81) Posicionamiento (6,56)

Cuadro 2: Variables seleccionadas (en negrita) para los mejores modelos RIDGE y SVR. Entre paréntesis se
muestra el porcentaje de aparición de cada variable dentro de los elitistas de las últimas generaciones.

(son elegidas para ambos modelos), además de
los profesores comentados anteriormente, son las
siguientes: AspectoGeneral, Contenido,
LegibilidadCodigo, Contrastes,
NumJavaScript, EtiquetasHTML y Ul.
Hacemos notar que cuatro de ellas son variables
cualitativas acerca de la parte creativa del trabajo
y, por lo tanto, subjetivas; lo que puede explicar el
hecho de que las calificaciones sufran diferencias
significativas entre algunos de los profesores
y posibles inconsistencias en cada profesor. El

hecho de que la variable EtiquetasHTML
aparezca entre las seleccionadas parece razonable
ya que uno de los aspectos que se tiene en cuenta
para la evaluación por parte de los profesores
es la utilización del mayor número posible de
elementos HTML explicados en clase.

• Las características que menos influyen en la ca-
lificación (no son seleccionadas para ninguno de
los dos modelos), además del género, la titulación
y los profesores anteriormente comentados, son:
CSSAnalizados, HTMLcon2CSS, Form,
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Ol, Videos, ErroresAccesibilidad,
ErroresPotencialesAcc,
MiembrosGrupo y UsosValidador.
Algunas de estas variables tienen un valor similar
en casi todos los trabajos o bien responden a
procesos auxiliares en la realización del tabajo
cuyo efecto en la nota final no es significativo.

• Algunas variables son elegidas para un modelo y
no para el otro, aunque las consideramos relevan-
tes porque en ambos modelos existen variables re-
lacionadas que sí que son elegidas. Por ejemplo,
podemos observar que para el modelo RIDGE
no se elige la variable correspondiente al núme-
ro de propiedades CSS (ModificadoresCSS);
sin embargo, sí que se selecciona la variable
EtiquetasCSS, por lo que podemos deducir
que en la corrección sí que se tiene en cuenta el
número de propiedades CSS utilizadas. Además,
en SVR hay variables que apenas aparecen en los
elitistas de las últimas generaciones (por ejemplo,
TotalBytesHTML), sin embargo sí que han si-
do seleccionadas en el mejor modelo. Esto nos
indica que su importancia podría ser en realidad
menor, a pesar de haber sido elegidas.

5. Conclusiones y trabajo futuro
Los resultados obtenidos aplicando algoritmos ge-

néticos a los resultados de evaluación de un trabajo in-
formático con doble componente técnica y creativa nos
permiten sacar varias conclusiones. En primer lugar,
estos modelos, al basar su funcionamiento en la persis-
tencia de las variables al ir evolucionando los modelos
explicativos del fenómeno, nos permiten hacer una va-
loración ajustada de la influencia de las variables en
el resultado final. En el caso de la evaluación de un
trabajo como el que estamos analizando, nos permi-
te valorar el papel que cada una de las variables tiene
en la explicación de variaciones en las calificaciones,
lo que supone una aproximación al propio proceso de
evaluación de los trabajos. La evaluación de los mé-
todos de enseñanza y corrección se basa usualmente
en la propia subjetividad del profesor [4], algo que la
metodología que presentamos puede contribuir a redu-
cir. Por otro lado, uno de los retos fundamentales de
la aplicación de metodologías basadas en proyectos o
trabajos es el diseño de sistemas de evaluación ade-
cuados [6, 13]. Una rúbrica correctamente establecida
proporciona una estandarización de la evaluación al es-
pecificar una guía para la calificación de acuerdo a cri-
terios claramente establecidos de antemano. Esto tie-
ne el efecto de reducir discrepancias, inconsistencias
y sesgos. El diseño de rúbricas útiles es una compo-
nente importante para una mejora de la evaluación en
particular en lo que se refiere a aspectos que mezclan

subjetividad y objetividad, como la calidad del código
en cursos de programación [23]. La metodología que
presentamos proporciona una forma de iniciar el tra-
bajo de desarrollo de rúbricas basada en la experiencia
docente previa y con la intención explícita de reducir
sesgos y discrepancias. La discriminación de las varia-
bles que tienen más influencia en la variabilidad de la
nota son señaladas por esta metodología y serán por
tanto tenidas en cuenta para establecer de forma pre-
cisa los criterios de evaluación en torno a ellas en el
diseño de rúbricas. Finalmente, la evaluación de traba-
jos con componente técnica y componente creativa es
muy común en muchos estudios de grado y máster, en
particular en estudios técnicos. La detección de discre-
pancias y sesgos en la evaluación puede ser complica-
da y costosa. La metodología propuesta automatiza la
mayor parte del proceso de selección de las variables
que nos permiten descubrir sesgos y discrepancias, de
modo que ambos puedan ser evitados en el diseño de la
evaluación. Partiendo de un conjunto de variables que
definan las características que intervienen en el trabajo,
los algoritmos genéticos nos permiten una evaluación
adecuada de estas variables y al ser el proceso auto-
mático, podemos refinar o ampliar el conjunto de va-
riables en sucesivas interacciones. Como trabajo futuro
nos planteamos facilitar una interfaz y guía que permi-
ta el uso de la metodología propuesta en otras situacio-
nes similares, además de una herramienta que genere
automáticamente una posible rúbrica.
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